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de maquina utilizadas
para la mineria de texto

Angel Freddy Godoy Viera*

Resumen

Las técnicas de aprendizaje de maquina contindan sien-
do muy utilizadas para la mineria de texto. Para este ar-
ticulo se realiz6 una revision de literatura en periédicos
cientificos publicados en los afios de 2010 y 2011, con el
objetivo de identificar las principales formas de apren-
dizaje de maquina empleadas para la mineria de texto.
Se utiliz6 estadistica descriptiva para organizar, resumir
y analizar los datos encontrados, y se presentd una des-
cripcién resumida de las principales encontradas. En
los articulos analizados se hallaron 13 aplicadas para la
mineria de texto, el 83% de los articulos mencionaban
de 1 a3 técnicas de aprendizaje de maquina, las princi-
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pales usadas por los autores en los articulos estudiados
fueron support vector machine (SVGM), k-means (K-M),
k-nearest neighbors (K-NN), naive bayes (NB), self-organi-
2ing maps (SOM). Los pares que aparecen con mayor fre-
cuencia son SVM/NB, SVM/K-NN, SVM/decission tree.

Palabras clave: Aprendizaje de mdquina; Mineria
de texto; Técnicas de aprendizaje de maquina.

Abstract

Machine Learning Techniques Used for Text Mining
Angel Freddy Godoy Viera

The machine learning techniques are still extensively
used for text mining. In this paper, there was a litera-
ture review of scientific journals published in the years
2010 and 2011, with the aim of identifying the main
machine learning techniques utilized for text mining. It
was possible to use descriptive and statistical techniques
to organize, summarize and analyze the found data, and
also, there is a shortened description of the main tech-
niques found. Thirteen learning techniques applied to
text mining appeared in the articles analyzed and 83%
of the papers mentioned from 1 to 3 machine learning
techniques. The main techniques used by the authors in
the papers studied were support vector machine (SVM),
k-means (K-M), k-nearest neighbors (K-NN), naive bayes
(NB), self-organizing maps (SOM). Pairs of techniques
that appear most frequently are SVM/NB, SVM/K-NN,
SVM/Decision Tree and NB/K-NN.

Keywords: Machine Learning; Text Mining; Ma-
chine Learning Techniques.
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Introduccién

| 4rea de inteligencia artificial con el transcurso de los afnos desarroll6 di-

versas técnicas de aprendizaje de maquina para maltiples aplicaciones en
el mundo real. En la actualidad, con el gran volumen de documentos produci-
dos en la web por individuos, organizaciones no gubernamentales e institucio-
nes publicas y privadas, existe una gran necesidad de disponer de instrumen-
tos tecnolégicos que ayuden a procesar, extraer y resumir las informaciones
ttiles. Uno de los métodos que surgi6 para intentar resolver ese problema es
la minerfa de texto que, entre otras técnicas, utiliza el aprendizaje de maquina
para la mineria de grandes colecciones documentales en formato digital con
el fin de extraer informaciones relevantes para los destinatarios de la informa-
cién. La popularidad del uso de la mineria de texto se debe a la capacidad de
trabajar con documentos no estructurados para procesarlos y obtener informa-
ciones significativas. En las secciones siguientes de este articulo, presentamos
los principales conceptos sobre aprendizaje de maquina y mineria de texto, el
método utilizado en esta investigacion, los resultados hallados y una descrip-
cién de las principales técnicas encontradas.

Aprendizaje de maquina

Tom M. Mitchell afirma que el aprendizaje de maquina es un 4rea que es-
tudia como construir programas de computadoras que mejoren su desem-
pefio en alguna tarea gracias a la experiencia.! Esta se basa en las ideas de
diversas disciplinas, como inteligencia artificial, estadistica y probabilidad,
teorfa de la informacién, psicologia y neurobiologia, teoria de control y com-
plejidad computacional.? El mismo autor afirma que, para utilizar el abordaje
de aprendizaje, se deben considerar una serie de decisiones que incluyen la
seleccion del tipo de entrenamiento, la funcién objetiva a ser aprendida, su
representacion y el algoritmo para aprender esa funcién a partir de ejemplos
de entrenamiento.’

De acuerdo con Mitchell, los algoritmos de aprendizaje han demostrado
ser Utiles en diversos dominios de aplicacién, como en la mineria de datos
en grandes bases de datos que contienen regularidades implicitas, las cuales
pueden ser descubiertas en forma automatizada, en dominios que son poco

—_

T. M. Mitchell, Machine Learning (Nueva York: McGraw Hill, 1997), 15.

2 N.]J. Nilsson, “Introduction to Machine Learning” (1998), 3-4, http://robotics.stanford.edu/
people/nilsson/MLBOOK .pdf, consultado el 12 de noviembre de 2013; Mitchell, Machine
Learning, 15.

3 Nilsson, “Introduction to Machine Learning”, 5-11.
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entendidos y donde los humanos no poseen el conocimiento necesario para
desarrollar algoritmos efectivos, y en dominios donde los programas se de-
ben adaptar en forma dindmica para responder a condiciones cambiantes en
el ambiente.?

Por su parte, Fang Lu y Qingyuan Bai mencionan que las técnicas de
aprendizaje son el abordaje predominante para la categorizacion de textos. Es-
tos autores las definen las técnicas como un proceso inductivo general que au-
tomaticamente construye un clasificador, aprendiendo a partir de un conjunto
de documentos preclasificados.”

Las técnicas de aprendizaje se clasifican en supervisadas, no supervisadas
y semisupervisadas. En las supervisadas, la meta es aprender el mapeo de las
respuestas correctas para los datos de entrada que le son proporcionados; para
esto, se utiliza un conjunto de datos de entrenamiento constituidos por pares
que consisten en patrones de entrada y salida correcta. De esta forma, el sis-
tema aprende el mapeo de la salida correcta para cada patrén de entrada que
se le presenta.®

Yu Wanjun y Song Xiaoguang afirman que las etapas del aprendizaje su-
pervisado aplicadas en la categorizacién de texto son inicialmente un con-
junto de ejemplos ya clasificados que son presentados al algoritmo con lo que
se construye un clasificador. Posteriormente, se presentan ejemplos no clasi-
ficados al clasificador para que los ordene. Finalmente, se debe tomar medi-
das para evaluar el desempefio del clasificador.’”

Algunos ejemplos de técnicas de aprendizaje de maquina supervisado
son arboles de decisién, maxima entropia, naive bayes, support vector nachi-
nes, etcétera.’

En las técnicas de aprendizaje no supervisado, no se requiere la interven-
cién de humanos para elaborar un conjunto de datos previamente categoriza-
dos para ser presentado al algoritmo de aprendizaje. La meta del aprendizaje
no supervisado es encontrar patrones interesantes considerando la distribu-
cién y composicion de los datos que le son presentados.’ Ejemplos de las técni-
cas de aprendizaje no supervisado son las técnicas de clustering.

Ibid., 17.

F. Luy Q. Bai, “A Refined Weighted K-Nearest Neighbors Algorithm for Text Categoriza-

tion”, IEEE (2010): 326.

6 O.Chapelle, B. Scholkopfy A. Zien, Senzi-Supervised Learning (Cambridge: MIT Press, 2006), 3.

7 Y. Wanjuny S. Xiaoguang, “Research on Text Categorization Based on Machine Learning,”
Advanced Management Science (ICAMS), 2010 IEEE International Conference 2, IEEE
(2010): 253.

8 Luy Bai, “A Refined Weighted K-Nearest Neighbors Algorithm...”, 326; D. Torunoglu, E.
Cakirman, M. Can Ganiz, S. Akyoku y M. Zahid Giirbiiz, “Analysis of Preprocessing Me-
thods on Classification of Turkish Texts,” IEEE (2011): 114.

9  Chapelle, Scholkopf y Zien, Serzi-Supervised Learning, 349.
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Las técnicas de aprendizaje semisupervisado son un término medio entre
el aprendizaje supervisado y el no supervisado. En este tipo de aprendizaje,
los datos se dividen en dos partes: un grupo de datos clasificados y otro de no
clasificados. A esto se denomina aprendizaje semisupervisado estandar.

Para Olivier Chapelle, Bernhard Scholkopf y Alexander Zien, el aprendi-
zaje semisupervisado es mas util cuando existe una mayor cantidad de datos
no clasificados que de datos clasificados. Especialmente, cuando para obtener
los clasificados se requiere mucho esfuerzo, demora mucho o es muy costo-
so; ya que, ademas, la obtencién no clasificados generalmente es menos cos-
tosa.'’ Ejemplos de técnicas de aprendizaje semisupervisado son las técnicas
de transductive support vector machines, expectation maximization (EM), etc.
Algunas aplicaciones del aprendizaje semisupervisado, mencionadas por los
autores son el reconocimiento del habla, clasificacion de paginas web y en la
secuencia de proteinas.

Hsinchun Chen y Michael Chau mencionan los principales paradigmas
del aprendizaje de maquina, que son el modelo probabilistico, el aprendizaje
simbdlico y la induccién de reglas, las redes neuronales, los algoritmos basa-
dos en evolucién, el aprendizaje analitico y los métodos hibridos.

El modelo probabilistico es uno de los métodos més antiguos de aprendi-
zaje que es utilizado frecuentemente para clasificar diferentes objetos en cla-
ses definidas previamente con base en un conjunto de caracteristicas. Ejem-
plos de éste son el modelo Bayesiano y el modelo #azve Bayes.!*

El aprendizaje simbdlico y la induccion de reglas puede clasificarse de
acuerdo con la estrategia de aprendizaje subyacente en aprendizaje de rutina
(rote), por instrucciones, por analogia, a partir de ejemplos y por descubri-
miento.'? Ejemplo de técnicas de este tipo son el algoritmo de 4rbol de de-
cision ID3 y su variacién el algoritmo C4.5. Estos presentan el resultado
de la clasificacién en forma de drboles de decisién o un conjunto de reglas de
produccion.

Las redes neuronales artificiales imitan a las neuronas humanas. Aqui los co-
nocimientos son representados por descripciones simbdlicas; el conocimiento
es aprendido y recordado por redes de neuronas artificiales interconectadas
por sinapsis con pesos y unidades de umbral légicas (Lippmann; Rumelhart,
Hinton y McClelland).”’ Existen diferentes modelos de redes neuronales,

10 Chapelle, Scholkopf'y Zien, Semzi-Supervised Learning, 11.

11 H. Cheny M. Chau, “Web Mining: Machine Learning for Web Applications”, Annual Review
of Information Science and Technology, editado por Blaise Cronin (2004): 293.

12 Ibid, 293.

13 1bid., 294.
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algunos ejemplos son feedforward/backpropagation, los mapas autoorganizados
de Kohonen (SOM) y el modelo de red neuronal de Hopfield.**

Los algoritmos evolutivos imitan el proceso de evolucién en la naturaleza.
Fogel identifica tres categorias de éstos: los genéticos, las estrategias evoluti-
vas y la programacién evolutiva.”® Los algoritmos genéticos imitan los prin-
cipios de los genes y utilizan operadores de mutacién y crossover en la pobla-
cién para seleccionar los individuos mas adaptados y repiten esa operacion
en varias generaciones hasta obtener el mejor individuo. En las estrategias
evolutivas, se hace evolucionar una poblacién de niimeros reales que codifi-
can las posibles soluciones de un problema numérico y los tamanos de salto;
en las estrategias evolutivas la seleccion es implicita. En la programacion evo-
lutiva, se hace evolucionar a una poblacién de maquinas de estados finitos,
sometiéndolas a transformaciones unitarias.'®

El aprendizaje analitico representa los conocimientos como reglas 16gicas
y realiza un raciocinio sobre ellas para buscar por pruebas, las cuales son
compiladas en reglas mas complejas para resolver problemas con un niimero
pequefio de busquedas.”

Se debe destacar que, en la practica, estos paradigmas de aprendizaje de
maquina muchas veces se utilizan combinando varias técnicas para aprove-
char mejor las ventajas que cada una presenta y también subsanar las fragi-
lidades que tienen si fuesen utilizados en forma individual. Eso es conocido
como métodos hibridos. En la siguiente seccién presentamos algunas consi-
deraciones sobre mineria de texto.

Minerfa de texto

La mineria de texto busca encontrar informacién relevante para un propdsi-
to, en particular lo hace a partir de textos en lenguaje natural. Tan H. Witten,
Frank Eibe y A. Mark la definen como aquélla que busca hallar patrones en
el texto. Para alcanzar dicho objetivo, analiza textos para extraer informacio-
nes que sean ttiles para un propésito particular.'®

Por su parte, Ronen Feldman, y James Sanger la describen como un pro-
ceso intensivo de conocimiento en el que un usuario interactia con una co-
leccién de documentos en el tiempo, utilizando un conjunto de herramientas

14 1bid., 294-295.

15 1bid., 295.

16 R. Gémez Pino Diez, A. Gémez y N. de Abajo Martinez, [ntroduccién a la inteligencia artifi-
cial: sistemas expertos, redes neuronales artificiales y computacion evolutiva (Oviedo: Servicio
de Publicaciones Universidad de Oviedo, 2011), 88.

17 Cheny Chau, “Web Mining: Machine Learning for Web Applications”, 295.

18 1. H. Witten, F. Eibe, Mark A., Data Mining: Practical Machine Learning Tools and Techniques
(San Francisco: Morgan Kaufmann, 2011), 386.



TECNICAS DE APRENDIZAJE DE MAQUINA UTILIZADAS PARA LA MINERIA DE TEXTO. ..

de analisis; ademas, busca extraer informacion til de una fuente de datos a
través de la identificacién y exploracién de patrones interesantes. En ella las
fuentes de datos son las colecciones de documentos y los patrones interesan-
tes se encuentran en textos generalmente no estructurados.'”

La mineria de texto proviene en gran parte de las investigaciones en mi-
nerfa de datos y, por lo tanto, tienen similitudes en su arquitectura de alto
nivel; por ejemplo, ambos sistemas se basan en rutinas de preprocesamiento,
algoritmos para descubrir patrones y la capa de elementos de presentacién
que contienen herramientas de visualizacién para mejorar la navegacién en
los conjuntos de respuestas.

Considerando que la minerfa de texto se centra en analisis de textos en
lenguaje natural, se fundamenta en otras disciplinas de las ciencias de la
computacion que trabajan con el manejo de lenguaje natural. Asimismo, uti-
liza técnicas y metodologias de las dreas de recuperacion de la informacion,
extraccién de la informacién y lingiiistica computacional, principalmente.?

Podemos diferenciar la mineria de datos de la de texto con lo que sena-
lan los autores Sholom M. Weiss y colaboradores, quienes afirman que en la
primera se organizan los datos en forma de planillas, mientras que, en la se-
gunda, se ven los formatos de documentos, y para el aprendizaje parten de
un patrén usado en el mundo de los documentos, que es una variacion del
formato xml.?!

Feldman y Sanger también sefialan las diferencias entre mineria de datos
y mineria de texto. Para ellos, en la primera, los datos se guardan en forma-
tos estructurados, y gran parte de su preprocesamiento se centra en la depu-
racion y normalizacion de los datos, asi como en crear un gran namero de
uniones de tablas. En contraste, en la mineria de texto, el preprocesamiento
se enfoca en reconocer y extraer caracteristicas representativas para docu-
mentos en lenguaje natural. Tales caracteristicas pueden ser palabras clave
relevantes, identificaciéon de nombres de personas, organizaciones, etcétera.
El objetivo del preprocesamiento es transformar datos no estructurados que
se encuentran en la coleccién de documentos en un formato intermediario
estructurado mas explicito.??

Witten et al. explican la diferencia entre la minerfa de datos y la mineria
de texto, indicando que, en la primera, se procura extraer informacién im-
plicita, previamente desconocida y potencialmente ttil a partir de un gran

19 R. Feldman vy J. Sanger, The Text Mining Handbook: Advanced Approaches in Analyzing Uns-
tructured Data (Cambridge: Cambridge University Press, 2007), 1.

20 The Text Mining Handbook: Advanced Approaches in Analyzing Unstructured Data, 1.

21 S. M. Weiss, N. Indurkhya, T. Zhang y F. Damerau, Text Mining: Predictive Methods for
Analyzing Unstructured Information (Nueva York: Springer, 2004), 3.

22 Feldmany Sanger, The Text Mining Handbook, 1.
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volumen de datos. En la segunda, la informacion a ser extraida se encuentra
escrita en el texto en forma clara y explicita. Sin embargo, el problema prin-
cipal para el usuario es la dificultad de tener que acceder y leer grandes vola-
menes de documentos textuales en formato digital que estdn disponibles en
la actualidad para fines informativos, estratégicos o de recreacion.?’

Por lo tanto, la mineria de texto estudia diversas formas de representar
los documentos textuales para que puedan ser utilizados por sistemas infor-
maticos y por personas que no tienen tiempo para leer los grandes voltimenes
disponibles en el medio digital.>*

Desde el punto de vista de los sistemas de procesamiento automatizado
de texto, el problema consiste en que los documentos textuales, generalmen-
te no son estructurados, al contrario, son amorfos y dificiles de ser procesa-
dos, ademas, los documentos en su mayoria no estan representados de una
forma en la que puedan ser aprovechados directamente por los sistemas de
minerfa de texto.?

Michael W. Berry y Jacob Kogan, a su vez, afirman que los mayores temas
estudiados en la mineria de texto son la extraccion de palabras clave, clasifi-
cacién, agrupamiento, extraccion de nombres y entidades, deteccién de ano-
malias y tendencias y flujos de texto.?® Cada uno de esos temas forma parte
de un subérea de la mineria de texto.

En la subarea de resumen de texto, la salida del sistema de mineria de
texto es el resumen de caracteristicas que se destacan (trechos relevantes
dentro de los documentos) en un gran acervo textual. Otra subarea de la mi-
neria de texto es la clasificacién, en la que cada instancia representa un docu-
mento y las clases son los asuntos tratados. Asi, los documentos se clasifican
seglin las palabras que aparecen dentro de los mismos utilizando diferentes
técnicas de la mineria de texto.?’

El agrupamiento de documentos es otra subdrea mas de la mineria de
texto, donde son reunidos de acuerdo con criterios de similitud entre las pa-
labras que se encuentran. La principal caracteristica de esta técnica es que no
existen categorias predefinidas, sin embargo, esto permite que sea definido el
nimero de grupos que se desea crear para el conjunto de documentos que se
procesaran.

Weiss et al. citan algunas dreas en las que la mineria de texto es aplicada,
tales como la clasificacion de documentos, recuperacion de la informacion,

23 1bid., 386.

24 1bid., 386.

25 1bid., 386.

26 M.W.Berryy]. Kogan, Text Mining: Applications and Theory (Chicester: Wiley, 2010), 13.
27 Witten, Eibe y Mark, Data Mining: Practical Machine Learning Tools and Techniques, 387.
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agrupamiento y organizacién de documentos, extraccion de informacién.?®

También se aplica para analisis de sentimientos, analisis de Internet, textos
en los medios sociales, etcétera.

Otras aplicaciones de mineria de texto son la identificacién automatizada
de idiomas de los documentos en colecciones internacionales, atribucion de
autoria de documentos a partir del analisis de los mismos, extraccién de me-
tadatos y extraccion de entidades.

En la préxima seccién de este articulo se exponen la metodologia utiliza-
da en la investigacion, los resultados y una breve descripcién de algunas de
las principales técnicas identificadas.

Método

Se realizd una investigacion bibliografica sobre mineria de texto en las bases
de datos Science Direct,? Scopus,’® IEEEXplore Digital Library’! y Web of
Knowledge.”? Para esto, fueron seleccionados articulos de texto completo en
idioma inglés, publicados entre los afios 2010 y 2011, disponibles por suscrip-
cién en el portal de periédicos de la Coordenacao de Aperfeicoamento de
Pessoal de Nivel Superior (Capes).”?

Para recuperar los articulos se utiliz6 la estrategia de busqueda “text mi-
ning” en los titulos de los documentos y “OR (text mining OR machine
learning) and information retrieval” en el resumen de los articulos. Se usé
el término “information retrieval” para limitar los resultados de bisqueda y
contextualizar las aplicaciones de mineria de texto que utilicen técnicas de
aprendizaje de maquina, con la recuperacién de la informacién.

Inicialmente fueron recuperados 94 documentos de textos completos des-
pués de pasar por un proceso de verificacidn, en el que se eliminaron los docu-
mentos duplicados que no utilizaban técnicas de aprendizaje de maquina en la
mineria de texto. Concluida esa verificacién le restaron 56 documentos. Los
resultados del analisis de ésos son presentados en la siguiente seccion.

Resultados

En los 56 documentos analizados se identific a 162 autores, de los cuales 6
publicaron dos articulos en los afios de 2010 y 2011, respectivamente.

28 Ibid., 5-10.

29 Science Direct, http://www.sciencedirect.com.

30 Scopus, http://www.scopus.com.

31 IEEEXplore Digital Library, http://ieeexplore.ieee.org.

32 Web of Knowledge, http://webofknowledge.com.

33 Portal de Periédicos CAPES/MEC, http://www.periodicos.capes.gov.br.
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Los 156 autores restantes publicaron una tinica vez en los dos afios estu-
diados. La media de autores por articulo es de 3.0 con un minimo de 1 autor
y maximo de 9 autores.

Fueron identificadas 13 técnicas de aprendizaje de maquina aplicadas en
la mineria de texto que aparecian con mayor frecuencia en los documentos
estudiados. En medida, fueron identificadas 2.1 técnicas de aprendizaje de
maquina por documento con un minimo de 1 técnica por documento y un
maximo de 6 técnicas por documento.

E141.07% de los documentos presentaba una sola técnica de aprendizaje
de méquina, el 30.36% mencionaba dos, el 12.50% 3, el 10.71% mencionaba
4,el3.57% 5 y el 1.79% senalaba 6 técnicas. La Tabla 1 muestra el nimero de
técnicas de aprendizaje de maquina identificadas por documento, indicando
su frecuencia y porcentaje.

Tabla 1. Nimero de técnicas identificadas por documento expresadas en frecuencia y porcentaje

No. De técnicas mencionadas por ~ Cantidad de documentos

documento (Frecuencia) Porcentaje

! 23 41.07%

2 17 30.36%

3 7 12.50%

4 6 1071%

° 2 3.57%

6 1 179%
TOTAL 56 100.00%

Fuente: Elaboracion propia.

La Tabla 2 muestra las técnicas de aprendizaje de maquina identificadas en
los articulos estudiados, agrupando esas técnicas segun tres criterios: el pri-
mero si la técnica fue utilizada directamente en alguna etapa del proceso de
mineria de texto, el segundo criterio si la técnica fue utilizada con el objetivo
de comparar el desempefio de otra técnica principal y el tercer criterio si la
técnica fue mencionada en la revision de literatura de los documentos anali-
zados. Los datos estan puestos por orden decreciente de importancia consi-
derando si la técnica fue utilizada directamente en alguna etapa del proceso.

Es importante resaltar que el conteo de cada técnica se hizo de forma in-
dividual para cada documento, por lo tanto, los que posefan mas de una téc-
nica fueron contabilizados varias veces.
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Tabla 2. Técnicas de aprendizaje de maquina aplicadas en la mineria de texto identificadas en las publicaciones
estudiadas, separadas por técnica principal, técnica comparativa y mencion en la revision de literatura

Frecuencia de Frecuencia de
utilizacion de mencion de
la técnica para latécnicaen
Frecuencia de utilizacion comparacion de la revision de
TECNICA como técnica principal desempefio literatura TOTAL
Support vector 15(22.72%) 7(20.59%) 13(16.88%) 35
machine (SVM)
K-means (K-M) 9(13.63%) 5(14.71%) 8(10.39%) 22
K-nearest neighbors 8 (12.12%) 5(14.71%) 11 (14.29%) 24
(K-NN)
Naive Bayes (NB) 8 (12.12%) 5(14.71%) 10 (12.99%) 23
Self-organizing maps 6(9.09%) 1(2.94%) 3(3.90%) 10
(SOM)
Latent semantic 4(6.06%) 1(2.94%) 7(9.09%) 12
indexing (LSI)
Hierarchical 3(4.55%) 3(8.82%) 6(7.80%) 12
agglomerative
clustering (HAC)
Decision trees (DT) 3(4.55%) 3(8.82%) 3(3.90%) 9
Artificial neural 3(4.55%) 2(5.88%) 2(2.60%) 7
network (ANN)
Association rules (AR) 3(4.55%) 0 5(6.49%) 8
Case-based reasoning 2(3.03%) 0 4(5.19%) 6
(CBR)
Maximum entropy 2(3.03%) 0 4(5.19%) 6
classifier (MEC)
Multinomial naive 0(0.00%) 2(5.88%) 1(1.29%) 3
Bayes (MNB)
TOTAL 66 (100.00%) 34(100.00%) 77 (100.00%) 177

Fuente: Elaboracion propia.

La Tabla 2 muestra que la técnica mas utilizada es el support vector machine
(SVM) o maquina de vectores de soporte con el 22.72% de incidencia, se-
guida de k-means (algoritmo k-media) con el 13.63%, k-nearest neighbors (el
clasificador k vecinos mas préximos) y n#aive Bayes con el 12.12% cada una;
self-organizing maps (mapas autoorganizados) con el 9.09% de incidencia y
latent semantic indexing (indexacion semantica latente) con el 6.06%. Todas
estas suman el 75.74% de las técnicas utilizadas como principales en los do-
cumentos estudiados.
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Hierarchical agglomerative clustering (agrupamiento jerarquico aglomera-
tivo), decision tres (arboles de decisién), artificial neural network (redes neu-
ronales artificiales) y association rules (reglas de asociacién) presentaron el
4.55% de incidencia cada una; case-based reasoning (razonamiento basado en
casos) y maximum entropy classifier (clasificador de entropia maxima) tuvie-
ron el 3.03% cada una, lo que da un total del 24.26% de las técnicas princi-
pales utilizadas en algunas de las etapas de mineria de texto.

Entre las técnicas utilizadas para comparar el desempefio en relacién
con la técnica principal, support vector machine apareci6 en el 20.59% de los
documentos, k-mzeans, k-nearest neighbors y naive Bayes el 14.71% cada una;
hierarchical agglomerative clustering y decision trees el 8.82% cada una. Esas
técnicas dan un total del 82.36%.

El 17.64% restante esta constituido por artificial neural network y mul-
tinomial naive Bayes con el 5.88% cada una; self-organizing maps y latent se-
mantic indexing con el 2.94% cada una.

Considerando el criterio “mencién de la técnica” en la revision de litera-
tura de los documentos estudiados, las principales técnicas identificadas pre-
sentadas en orden decreciente de incidencia fueron support vector machine
con el 16.88%, k-nearest neighbors con el 14.29%, naive Bayes con 12.99%,
k-means conel 10.39% vy latent Semantic Indexing con el 9.09%, lo que da un
total del 63.64% de las técnicas identificadas. La Tabla 3 muestra la combina-
cién en pares de las formas de aprendizaje de maquina encontradas. Los nd-
meros en las celdas detallan la cantidad de documentos en los que las combi-
naciones de técnicas fueron mencionadas.

Tabla 3. Frecuencia de la combinacion en pares de las técnicas de aprendizaje de maquina
en los documentos

SYM NB KNN K-M AR DT LSI MEC ANN MNB CBR HAC SOM

SVM 0 12 8 2 2 6 2 5 4 3 2 0 0

NB 12 0 1 1 3 1 5 2 3 1 0 0

o | o

KNN 8 6

K-M 2 1 3 0 4 0 1 0 1 0 1 2 1

AR 2 1 2

DT 6 3 1

IS 2 1 1 1 2 1 0 1 0 0 1 0 1

MEC 5 5 1 0 1 2 1 0 1 1 1 0 0

ANN 4 2 1 1 0 2 0 1 0 0 0 0 0
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MNB 3 3 2 0 0 1 0 1 0 0 0 0 0

CBR 2 1 1 1 1 0 1 1 0 0 0 0 0

HAC 0 0 1 2 0 0 0 0 0 0 0 0 0

SOM 0 0 0 1 0 0 1 0 0 0 0 0 0

Fuente: Elaboracion propia.

La Tabla 3 muestra que los pares de técnicas que aparecen con mayor fre-
cuencia en los documentos analizados son support vector machine / naive Ba-
yes con 12; support vector machine / k-nearest neighbors con 8; support vector
machine / decision trees con 6, k-nearest neighbors / naive Bayes con 6; support
vector machine / maximum entropy classifier con 5,y naive Bayes / maximum
entropy classifier con 5.

Otras técnicas encontradas en las publicaciones que tienen menor inci-
dencia son decision rule, logistic regression, latent dirichlet allocation, fuzzy
assoctation rule, fuzzy clustering, hierarchical fuzzy clustering, rought set y clus-
tering by committee (CBC).

En la siguiente seccién serdn descritas en forma sucinta las principales
técnicas encontradas en esta investigacion.

Descripcién de las técnicas identificadas

A continuacién se hace una revision de las principales técnicas de aprendizaje
de maquina para mineria de texto que fueron identificadas en la investigacion.

Support vector machine (SVM), mdquina de vectores de soporte

El SVM es un método que alcanza altos grados de clasificacién correcta en di-
versos tipos de aplicaciones. Es un algoritmo de aprendizaje supervisado, que
funciona como un clasificador lineal que separa los datos en dos clases. Bésica-
mente, el algoritmo encuentra entre los diversos hiperplanos que separan esas
dos clases el hiperplano ideal que maximiza el margen entre los vectores de
soporte. Los vectores de soporte son un subconjunto de los datos, que son los
puntos més préximos de las clases, que define la posicion del hiperplano ideal.
Los otros puntos de datos no son considerados al determinar ese hiperplano.
Cuando dos clases no son linealmente separables, el método de SVM utiliza
la funcién de kernel para proyectar los puntos de los datos en un espacio di-
mensional superior, de modo que los puntos de los datos se tornen linealmente
separables.’*

34 Wanjuny Xiaoguang, “Research on Text Categorization Based on Machine Learning”, 114.
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Diversas técnicas de kernel pueden ser utilizadas con el algoritmo SVM.
Algunas de las funciones de kernel mas comunes son el polinomio, la ba-
se radial y la funcién sigmoidal. Algunos autores afirman que, segtin su ex-
periencia, observaron que el kernel lineal posee mejor desempefio que las
otras.”

Weng Zhang, Taketoshi Yoshida y Xijin Tang explican que para realizar
la categorizacién de multiples clases en el método svm, puede acudirse al mé-
todo uno-contra-resto, el arbol de decisién, el SVM, etcétera.>®

Ying Liu y Han Tong Loh sefialan que el SVM es la técnica que lidera
en desempefio para aplicaciones de clasificacion de textos por su excelente
capacidad para trabajar con datos, con muchas dimensiones como entrada y
conseguir producir salidas (clasificaciones) consistentes.’’

Mukherjee indica que dos de las principales ventajas de utilizar svm para

la clasificacién supervisada es que

a) el desempefio de SVM es bueno cuando se tiene un gran ndmero de
caracteristicas; y

b) el SVM ayuda mucho cuando se tiene pocos ejemplos de entrena-

miento en tareas de clasificacion de miltiples clases.’®

Naive Bayes (NB)

El NB se basa en el modelo de probabilidad posterior. El término ingenuo
(naive) se refiere a la suposicién de la condicién de independencia de los atri-
butos. La meta de la clasificacion NB es encontrar la clase 6ptima para un de-
terminado documento, calculando la clase que da la probabilidad posterior
maxima.’> NB asume que la probabilidad de cada palabra que existe en un
documento es independiente de los otros términos que existen en el docu-
mento.*

35 Wanjun y Xiaoguang, “Research on Text Categorization Based on Machine Learning”, 114;
W. Zhang, T. Yoshida y X. Tang, “A Comparative Study of TF*IDF, LSI and Multi-words for
Text Classification”, Expert Systems with Applications 38 (2011): 2762.

36 Zhang, Yoshiday Tang, “A Comparative Study of TF*IDF, LSI and Multi-words for Text Clas-
sifiation”, 2760.

37 Y. Liuy H. Tong Loh, “Domain Concept Handling in Automated Text Categorization”, 5th
IEEE Conference on Industrial Electronics and Applications, IEEE, 2010, 1545.

38 Citado por Bader Aljaber, David Martinez, Nicola Stokes y James Bailey, “Improving MeSH
Classification of Biomedical Articles Using Citation Contexts”, Journal of Biomedical Informa-
tics — Elsevier 44 (2011): 892.

39 S. Pitigala, C. Liy S. Seo, “A Comparative Study of Text Classification Approaches for Per-
sonalized Retrieval in PubMed”, 2011 IEEE International Conference on Bioinformatics and
Biomedicine Workshops, IEEE (2011): 919.

40 K. Sang-Bum, H. Kyoung-Soo, R. Hae-Chang y Sung Hyion Myaeng, “Some Effective techni-
ques for Naive Bayes Text Classification”, IEEE Transactions on Knowledge and Data Enginee-
ring 18, no. 11 (2006): 1458.
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EI NB es ampliamente utilizado para la clasificacion de texto, debido a su
simplicidad, aprendizaje rapido, desempefio razonable con grande cantidad
de datos y su capacidad de aprender en forma incremental. !

Naive Bayes multinomial (NBM)

El NBM combina el uso de la ley de probabilidad de Bayes y la ley multino-
mial. El clasificador 7azve Bayes usa la regla de Bayes como su ecuacion prin-
cipal, asumiendo la condicién de independencia de los atributos; cada ca-
racteristica individual se presume que sea una indicacién de la clase a la cual
esta asignada, independiente una de otra.* El modelo NBM asume que las
palabras en un documento son delineadas por una distribucién multinomial
subyacente que es independiente una de otra. El documento es representado
por el niimero de ocurrencias de los términos en el documento.*

Maximum entropy (ME)

El método de entropia maxima (ME) intenta preservar la mayor cantidad de
incertidumbre posible. Se calculan una cantidad de modelos y cada caracte-
ristica corresponde a una restriccién del modelo. Este se selecciona para la
clasificacién sobre todos los modelos que satisfacen esa restriccion. De esta
forma, todas las presunciones se justifican con las evidencias empiricas dis-
ponibles.**

Weiss et al. afirman que el me histéricamente ha sido usado en la litera-
tura de procesamiento de lenguaje natural y es importante en la literatura
de extraccién de la informacién. Esta relacionado con el RRM (Robust Risk
Minimization) y el naive Bayes, pero tiene un costo computacional mayor.

La ventaja principal del modelo de méxima entropia sobre el #aive Bayes
es que no se necesita presuponer la independencia para cada componente de
las caracteristicas. Esto indica que en el modelo me tenemos que enfocarnos
Gnicamente en seleccionar caracteristicas que son mas ttiles para el proble-
ma, sin preocuparnos si existen caracteristicas que son redundantes.*¢

41 K.A. Vidhya y G. Aghila, “Hybrid Text Mining Model for Document Classification,” IEEE 1
(2010): 210.

42 D. Bing, S. Peiji y D. Zhao, “E-Commerce Reviews Management System Based on Online
Customer Reviews Mining”, 2010 International Conference on Innovative Computing and
Communication and 2010 Asia-Pacific Conference on Information Technology and Ocean
Engineering, IEEE Computer Society (2010): 376.

43 Torunoglu et al., “Analysis of Preprocessing Methods...”, 114

44 Bing, Peiji y Zhao, “E-Commerce Reviews Management...”, 376.

45 Weiss et al., Text Mining, 118.

46 Ibid., 119-120.

DOI:htpp://dx.doi.org/10.22201/iibi.0187358xp.2017.71.57812

117



2017, México, ISSN: 0187-358X, pp. 103-126

enero/abril,

INVESTIGACION BIBLIOTECOLOGICA, vol. 31, nim. 71

118

K-nearest neighbor (K-NN)

El clasificador K, vecinos més préximos (K-NN), es un método de aprendizaje
perezoso basado en ejemplos. En la clasificacién basada en ejemplos cuando
una nueva instancia necesita ser clasificada, se le compara con los ejemplos
existentes usando una métrica de distancia y los ejemplos mas préximos son
utilizados para asignar la clase a la nueva instancia.*’

El algoritmo de K-NN para la clasificacion de texto se basa en el modelo
de espacio vectorial, el cual representa los documentos en forma de vector
con la frecuencia de los términos existentes en el documento. Una vez gene-
rado tal vector de caracteristicas para un determinado texto desconocido, el
algoritmo K-NN procura por todos los ejemplos de entrenamiento comparar
la similitud entre sus vectores de caracteristicas, para encontrar los & ejem-
plos de entrenamiento mas préximos y el documento desconocido es desig-
nado a los £ vecinos mas préximos con mayor valor de clasificacién.*®

La principal ventaja del algoritmo K-NN es su facilidad de implementa-
cién, pero su costo computacional es alto cuando el tamafio de los documen-
tos usados en el entrenamiento crece. Torunoglu ef 4/. afirman que para es-
pecificar cual es el mejor valor de £ se depende del conjunto de datos y del
dominio de la aplicacion.*’

Decision Trees (DT)

El 4rbol de decision (DT) es una estructura en arbol, donde cada nodo repre-
senta un atributo a ser probado; las ramas representan la salida de la prueba
y los nodos finales (hojas) representan la clasificacion.

El algoritmo de DT posee dos fases principales: en la primera llamada
fase de crecimiento del arbol, el algoritmo inicia con todo el conjunto de
datos como nodos raiz. Los datos son divididos en subconjuntos utilizando
algtin criterio de divisién. En la segunda fase, etapa de poda del arbol, el
arbol total formado se poda para prevenir el exceso de ajuste (over-fitting)
del 4arbol a los datos de entrenamiento.’®

Existen diversos algoritmos para construir drboles de decision entre ellos
ID3, C4.5, SPRINT, SLIQ y PUBLIC. El algoritmo ID3 utiliza esencialmen-
te el criterio de ganancia de informacién como medida de pureza para cada

47 C. D. Manning, P. Raghavan, y H. Schutze, Introduction to Information Retrieval (Cambrid-
ge: Cambridge University Press, 2008), 297; Torunoglu ez al., “Analysis of Preprocessing Me-
thods...”, 114.

48 Wanjuny Xiaoguang, “Research on Text Categorization Based on Machine Learning”, 254.

49 Torunoglu ez al., “Analysis of Preprocessing Methods...”,114.

50 Wanjuny Xiaoguang, “Research on Text Categorization Based on Machine Learning”, 52-53.
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nodo. El algoritmo C4.5 incluye diversos métodos para trabajar con atributos
numéricos, valores ausentes, datos con ruidos y para generar reglas a partir
de arboles de decision. El algoritmo J48 es la implementacién del algoritmo
C4.5 en Java del sistema Weka.’!

Una de las ventajas de los 4rboles de decision es que representan el modelo
aprendido con una estructura que puede ser interpretada ficilmente por los
usuarios, eso facilita la realizacién de ajustes al 4rbol de decisién en caso de
necesidad.”?

K-means (K-M)

El algoritmo k-media (K-M) es uno de los algoritmos mas importantes de agru-
pamiento flat. Eso se corroboré en este estudio en la Tabla 2. Manning et al.
afirman que el objetivo del algoritmo k-media es minimizar el error cuadratico
medio de la distancia Euclidiana de los documentos con respecto al centroide
del agrupamiento al cual pertenecen. El centro de un agrupamiento es definido
como la media o centroide de los documentos que estan en un agrupamiento.”

La medida para ver si un centroide representa bien a sus miembros del
grupo, es la suma residual cuadratica (SRC), que es la sumatoria de la dis-
tancia cuadratica de todos los vectores con relacion al centroide. El src es la
funcién objetiva del k-media y el objetivo es minimizarla.”

El algoritmo de k-media no garantiza que serd alcanzado el minimo glo-
bal al utilizar la funcién objetiva. Por ejemplo, si la muestra posee muchos
valores atipicos no se ajustara bien a ninguno de los agrupamientos.”” Otro
problema del k-media es que debido a la seleccion aleatoria inicial de los
centroides, los agrupamientos resultantes pueden variar mucho en calidad
y finalmente el método k-media no sirve para descubrir agrupamientos con
formas no convexas o agrupamientos con diferentes tamafios.”®

Self-Organizing Maps (SOM)

Valluru B. Rao y Hayagriva Rao explican que la red neuronal mapas au-
toorganizados (SOM) es un tipo de aprendizaje de maquina competitivo no

51 Wanjun y Xiaoguang, “Research on Text Categorization Based on Machine Learning”, 254, 254;
Witten, Eibe y Mark, Data Mining..., 195.

52 Ibid.,8.

53 Manning, Raghavan y Schutze, Introduction to Information Retrieval, 360.

54 Ibid., 360-362.

55 Ibid.,363; Witten, Eibe y Mark, Data Mining. .., 139.

56 Z.Wang, Z. Liu, D. Chen y K. Tang, “A New Partitioning Based Algorithm For Document
Clustering”, Eighth International Conference on Fuzzy Systems and Knowledge Discovery
(FSKD), IEEE (2011): 1741.
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supervisado. Esta red, debido a su capacidad de autoorganizarse, tiene la
habilidad de inferir relaciones y aprender mas cuando mas ejemplos le son
presentados. La red neuronal SOM utiliza el aprendizaje competitivo. Esto
significa que las neuronas compiten unas con otras y usa la estrategia “el ven-
cedor se queda con todo”.”’

La red neuronal de mapas autoorganizados posee dos capas, la capa de
entrada y la capa de salida. El tamafio de la capa entrada es determinado por
el nimero de atributos seleccionados por el usuario para el aprendizaje. La
capa de salida generalmente se organiza en forma bidimensional y es la en-
cargada de procesar la informacién y formar el mapa de rasgos.

Los patrones de entradas diferentes activaran neuronas diferentes, pero
los patrones de entrada similares van a activar las mismas neuronas y se ob-
tiene como resultado un agrupamiento de los ejemplos que fueron presenta-
dos en las entradas.

En el SOM, en la capa de salida, se establecen conexiones laterales con las
otras neuronas del mismo nivel. Las conexiones a favor son llamadas “cone-
xiones de excitacién”, mientras las negativas son llamadas “de inhibicion”.”®

El SOM es utilizado para clasificar entradas en diferentes categorias en
diversas aplicaciones como el reconocimiento de voz y control robético. El
vector binario es frecuentemente utilizado en SOM para la clasificacién de
texto y procesos de agrupamientos, esto se debe a que los vectores binarios
permite el tratamiento de vectores dispersos durante el procesamiento de
mapas y procesamiento de texto.”’ Por su parte Feldman y Sanger afirman
que SOM tiene la ventaja en el tratamiento y organizaciéon de conjuntos de

datos extremamente grandes en volumen y en conectar relaciones.®®

Association Rules (AR)

Las reglas de asociacién (AR) permiten encontrar relaciones de asociacién
o correlacién en un conjunto extenso de datos. Las ar funcionan con reglas
que ligan fuertemente cualquier atributo y no solamente las clases de un con-
junto de datos.®!

57 Rao, Valluru B. y Hayagriva V. Rao, C++ Neural Network and Fuzzy Logic, 2" ed. (Nueva York:
mis Press, 1995), 271.

58 ValluruB.y Hayagriva V., C++ Neural Network and Fuzzy Logic, 272-275.

59 Nicole Lang Beebe et al., “Post-retrieval Search Hit Clustering to Improve Information Re-
trieval Effectiveness: Two Digital Forensics Case Studies”, Decision Support Systems —Elsevier
51 (2011): 736.

60 Feldmany Sanger, The Text Mining Handbook, 213.

61  Witten, Eibe y Mark, Daza Mining: Practical Machine Learning Tools and Techniques,, 72.
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Hay dos etapas para crear las reglas de asociacion: la primera para gene-
rar el conjunto de item con el valor minimo de cobertura especificado y la se-
gunda para cada conjunto de items determinar las reglas que tienen el valor
minimo de precisién especificado. La cobertura de las reglas de asociacion es
el niimero de casos que la regla consigue predecir correctamente. La preci-
sién es el nimero de instancias que son predichos correctamente, expresadas
como una proporcién de todos los casos al cual se aplican.®?

Uno de los problemas de las reglas de asociacion es que las reglas gene-
radas deben ser evaluadas manualmente para determinar si tienen sentido o
no. Para evitar tener un ntimero excesivo de reglas se restringe el nimero de
reglas a aquellas que se aplican a un gran ntimero de casos. Otros problemas
son que las reglas de asociacion envuelven generalmente atributos no numé-
ricos y que el costo computacional para generar reglas de asociacion depen-
den del grado de cobertura especificado.®®

Latent Semantic Indexing (LSI)

La indexacién semdntica latente (LSI) es una técnica de agrupamiento suave
(soft clustering) donde cada dimension del espacio reducido es un agrupa-
miento y los valores que los documentos tienen en esas dimensiones es su
fraccién de pertenencia a ese agrupamiento.®
La indexacién semdntica latente es el proceso por el cual se aproxima la ma-
triz término-documento C por una matriz de rango menor de esa matriz Ck
para un valor £ que es mucho menor que el rango de la matriz C. Esto produ-
ce una nueva representacion para cada documento en la coleccién.®

La meta del LSI es encontrar el mejor subespacio de aproximacién del
espacio de los documentos, para minimizar el error de reconstruccién global
(la diferencia de la norma de Frobenius entre la matriz original y la matriz
aproximada).®®

Las ventajas del LSI es que el vector disperso de consulta se torna vector
denso de consulta en el espacio dimensional reducido al reducir el espacio
dimensional k. También la exhaustividad aumenta, para valores adecuados
de k la LSI consigue superar algunos de los desafios de la sinonimia aumen-
tando la precisién y funciona mejor en las aplicaciones donde existen poca
superposicién entre las consultas y los documentos.®’

62 Witten, Eibe y Mark, Data Mining: Practical Machine Learning Tools and Techniques, 41.
63 1bid., 123.

64 Manning, Raghavan y Schutze, Introduction to Information Retrieval, 417.

65 Ibid.,413.

66 Zhang, Yoshiday Tang, “A Comparative Study of TF*IDF, LSI...”, 2760.

67 Manning, Raghavan y Schutze, Introduction to Information Retrieval, 417.
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Algunas deficiencias de la indexacién semantica latente es que surgen
algunos valores negativos en la matriz de aproximacion que no tiene expli-
cacién plausible y también el alto costo computacional de esta técnica.®®
Manning et al. afirman que el LSI no es bueno para expresar negacion o para

ejecutar condiciones Booleanas.®

Hierarchical Agglomerative Clustering (HAC)

El agrupamiento jerarquico aglomerativo (HAC) es un método de aprendi-
zaje no supervisado. El HAC es un algoritmo de agrupamiento jerarquico de
abajo para arriba que considera inicialmente cada documento como un agru-
pamiento individual y luego sucesivamente va fusionando los agrupamien-
tos en pares, teniendo en cuenta la similitud entre ellos, hasta que todos los
agrupamientos se aglomeren en un (inico agrupamiento que contiene todos
los documentos presentados al algoritmo.”

Para el cilculo de similitud se utilizan diferentes técnicas de medidas
de similitud como el agrupamiento de /nk simple, el agrupamiento de /ink
completo, agrupamiento aglomerativo de media del grupo y agrupamiento
por centroide.’!

Para la visualizacién de los HAC es utilizado generalmente un dendro-
grama, donde cada unién (et al aglomeracién) es representada por una linea
horizontal entre los dos agrupamientos y el valor de la similitud entre esos
dos agrupamientos esta especificado en el eje Y. El HAC tiene la suposiciéon
fundamental que es la monotonicidad en las operaciones de aglomeracion
(1merge operation).”

Artificial Neural Network (ANN)

Las Redes Neuronales Artificiales (ANN) son redes que utilizan aprendiza-
je supervisado. Para Witten ez al. las redes neuronales artificiales imitan las
neuronas humanas que forman estructuras neuronales altamente interco-
nectadas para realizar tareas complejas de clasificacién.” Esas conexiones de
varias neuronas en estructuras jerdrquicas permiten representar limites no
lineales de decisiones.
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Las redes neuronales son una representacion simplificada en forma de gra-
fico de una malla de neuronas en el cerebro humano. Los nodos son las unida-
des de procesamiento, y los vinculos representan las conexiones sinapticas. Pa-
ra simular la fuerza de las conexiones sindpticas, un peso es asociado con cada
conexion entre los nodos de la red neuronal. A cada instante, el estado de un
nodo es definido por su nivel de activaciéon. Dependiendo de ese nivel de acti-
vacion el nodo envia una sefial al nodo vecino; la fuerza de esa sefial dependera
del peso asociado con esa conexién.”* Si los valores de los pesos de una red
neuronal convergen con los datos del entrenamiento se dice que el problema
puede ser representado por una red neuronal.”

Los clasificadores de texto basados ANN estdn formados por unidades de
entrada que representan los términos existentes en los documentos, la capa
oculta y las unidades de salida que representan las categorias de interés. La
cantidad de neuronas en la unidad de salida dependera de la cantidad de ca-
tegorias en las que los patrones de entrada deben ser clasificados.”®

De acuerdo con Peter Brevern Sivarao et al., las ANN poseen gran capa-
cidad en tareas de clasificacién y reconocimiento de patrones, ademas son
adecuadas en soluciones que requieran conocimiento que son dificiles de es-
pecificar, pero existen suficientes datos registrados.”’ Las ANN tienen la ca-
pacidad de modelar sistemas no lineales, presentan robustez en los datos con
ruidos y poseen capacidad de modelaje genérico.

Algunos problemas de las redes neuronales multicapa con entrenamiento
de retropropagacion (principalmente si la estructura de la red neuronal esta
superdimensionada) son que puede ocurrir un sobreajuste (overfitting) con
los datos de ejemplo utilizados para el entrenamiento y también que la capa
oculta de la red neuronal actia como una caja negra que dificulta la extrac-
cién de reglas de la red neuronal una vez entrenada.”

Conclusién

Esta investigacién permitié identificar en los afios estudiados (2010 y 2011)
las principales técnicas de aprendizaje de maquina aplicadas a la minerfa de
texto. Se observé un predominio de la técnica support vector machine en las
publicaciones que fueron evaluadas tanto como técnica principal (el 22.72%)
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como comparativa (el 20.59%) y también fue la mds mencionada en la sec-
cién de revision de literatura de los articulos analizados (16.88%).

Otras técnicas que se destacan son k-means, k-nearest neighbors y naive
Bayes que aparecen con porcentajes similares en la categoria de técnica prin-
cipal (aproximadamente el 12.12%); como técnica comparativa las tres técni-
cas aparecen con el mismo porcentaje de 14.71% y en la revisién de literatura
K-NN tiene el 14.29%, NB 12.99% y K-M 10.39%.

Al realizar la comparacion en pares de las técnicas de aprendizaje de ma-
quina, los pares mas frecuentes encontrados en los articulos son el par de
support vector machine / naive Bayes es el de mayor predominio con frecuen-
cia 12, seguido del par support vector machine / k-nearest neighbors con fre-
cuencia 8 y de los pares support vector machine / decision treesy k-nearest nei-
ghbors / naive Bayes, ambos con frecuencia 6.

Concluimos, a través de este estudio, que la técnica de support vector ma-
chine fue la mas destacada en los articulos estudiados. Eso se podria explicar
debido a que el SVM tiene gran versatilidad para diversos tipos de aplicaciones,
puede ser empleada cuando se tienen pocos ejemplos etiquetados de entrena-
miento, permite utilizar diversas técnicas de kernel y presenta la capacidad de
trabajar con datos de alta dimensién como entrada y conseguir dar respuestas
consistentes.

Por su parte, k-mean es una técnica de aprendizaje no supervisado, con-
siderada como la de agrupamiento més simple para el problema de agrupa-
miento de los datos que le son presentados. Esta permite que el investigador
especifique la cantidad de agrupamientos que quiere obtener.

La técnica de k-nearest neighbors es un algoritmo con gran facilidad de
implementacién que permite clasificar documentos desconocidos llevando
en consideracién sus £ vecinos més préximos, sin embargo el costo computa-
cional se eleva a medida que el tamafio de los datos de ejemplo utilizados en
el entrenamiento crece.

Finalmente, naive Bayes es una técnica simple, con semdantica clara,
para representar, usar y aprender conocimiento probabilistico. NB es una
técnica popular para clasificaciéon de documentos por ser una técnica sim-
ple, rapida y segura. Esta técnica puede presentar desvios en el proceso de
aprendizaje, por considerar que los atributos son independientes para una
determinada clase.
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